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変分法的ベイズ推定による混合主成分分析

大羽 成征� 石井 信���� 佐藤 雅昭������

����������� ��	
� �
��� ��� ������
 �� ��������� ������
�� ����	�
��

��������� �	
�� ���� ������� ��� �������� �
��������

あらまし 高次元データを扱う際には、データの主要な特徴のみを抽出して適切な特徴空間を構成することが
重要である。混合主成分分析はデータ空間のクラスタリングと主成分分析とを併用することによって特徴空間構
成を行う特徴抽出器であり、その確率モデルと最尤推定アルゴリズムが ������� と ������	
���� によって提
案されている。しかし特徴抽出を確率モデルで表現するメリットは最尤推定ではなく、ベイズ推定を使用して
初めて十分に亨受できる。ベイズ推定には実行困難な積分計算が伴うが、近年提案された変分法的ベイズ推定
	���������� ��������� 法によって、現実的に使用可能になってきた。本論文では混合主成分分析の変分法的ベ
イズ推定のアルゴリズムを導出する。また、手書き数字の認識問題に応用した結果についても述べる。
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�� 導 入

高次元のデータを扱うためには低次元の特徴空間へ

変換する手続きが重要である。混合主成分分析はクラ

スタリングと主成分分析の組合せによって効果的な特

徴空間を構成する手法であり、�������と ������ 	
�

によって確率的生成モデルと、その最尤推定問題とし

て定式化された。混合主成分分析には、モデル構造を

決める定数として、ユニット �クラスタの個数と、各

ユニットの有効主成分次元数との �種類があり、それ

らは階層的である。しかし、彼らが示したのはモデル

パラメータの決定法であって、モデル構造の決定法に

ついては余り述べていない。

最尤推定法は観測データを最も良く説明するモデル

パラメータの点推定を行う。一方ベイズ推定法は様々

なモデル構造やモデルパラメータを持つモデルの集合

�アンサンブルを考え、データを観測した後での各モ

デル構造やモデルパラメータの確からしさ �事後確率
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分布を推定する。またモデル構造の良し悪しはモデ

ル事後確率に基いて定量的に判定することができる。

特に階層的なモデル構造を持つ混合主成分分析におい

てベイズ推定の必要性は高い。ところがベイズ推定に

は一般に困難な積分計算が伴い、混合主成分分析も例

外では無い。パラメータの事後分布をガウス近似する

ラプラス近似法 	��や、積分をモンテカルロ法で行う

マルコフ連鎖モンテカルロ法 	�� などが、ベイズ推定

の近似法として提案されてきたが、前者は近似精度、

後者は計算時間の点で問題がある。

近年このような問題点を改善する手法として、変分

法的ベイズ推定 ������������ ��������法 	��～	��が

研究されてきた。��法では、事後分布を近似するた

めの試験事後分布を用意し、事後分布推定の問題を試

験事後分布に関する �変分法的 自由エネルギー最大

化の問題として定式化する。自由エネルギーを最大に

する試験事後分布は真の事後分布に等しくなる。��

法はさらに試験事後分布において確率変数間の因子化

仮定を行う。とくに隠れ変数を持つ確率モデルに対し

ては、隠れ変数とモデルパラメータとが条件付き独立

であるという独立因子化仮定を行なう。この仮定の下

で自由エネルギー最大化問題を解くと最尤推定法にお

ける ��法 	

� に類似した ��アルゴリズム 	��～	��

が得られる。この ��アルゴリズムを用いることによ

りラプラス近似よりも高精度な近似が、マルコフ連鎖
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モンテカルロ法よりも高速に計算できる。

この ��法を、������ 	��は確率的主成分分析に対

して、������ ���ら 	!�は混合因子分析に対して適

用し、適切なモデル構造の推定が行なえることを示し

た。しかしながらこれらの研究 	!�" 	�� では �� アル

ゴリズムを導くために、各モデルパラメータの間の条

件付き独立性も仮定している。この仮定の下で得られ

る �� アルゴリズムは各モデルパラメータ事後分布

に関して自由エネルギーを逐次的に最大化する多段ス

テップアルゴリズムになる。�� 法は解の局所最適性

しか保証していない 	��" 	#� ため、各パラメータ事後分

布に関する最大化を行う順序が異なれば得られる解が

異なってくる可能性があり、結果がアルゴリズム依存

になってしまうという問題点がある。本論文ではこの

点を改善するために、混合主成分分析に対して各モデ

ルパラメータ間の条件付き依存性を考慮した ��アル

ゴリズムを導く。すなわち隠れ変数とモデルパラメー

タ間の条件付き独立性のみを仮定し、各パラメータ間

の条件付き相互依存性に関しては何の仮定もしない。

この結果得られる ��アルゴリズムは、��法のよう

に隠れ変数事後分布とパラメータ事後分布に関する最

大化を交互に繰り返す �ステップアルゴリズム �階層

的事前分布を用いる場合は �ステップアルゴリズム

になり、アルゴリズム的にも簡潔になる。また各パラ

メータ間の条件付き独立性を仮定する方法に比べて近

似精度が向上することが期待できる。本研究では提案

手法の基本的性能を調べるために、人工問題と実デー

タを用いた手書き数字認識の問題に応用したのでその

結果について述べる。

�� ベイズ推定と変分法的近似

�� � ベイズ推定とアンサンブル学習

確率変数 � に対する確率モデルが確率分布 �����

で定義されているものとする。� はモデルパラメータ

である。データ � $ ������ $ 
� � � � � ��を観測した

時、��� �� $
��

�(� �������を �の尤度関数と呼ぶ。

最尤推定は尤度関数の最大化により �の値を一つ定

める点推定であるが、ベイズ推定はパラメータ �を事

後分布 ����� の形で求める。事後分布はパラメータ

�の値の集合 �アンサンブルを考えた時に、データ �

の下で各 � の値がどれくらい確からしいかを表わす。

推定結果に基づき予測を行う際にも、以下のように事

後分布を用いてアンサンブルに関する積分を行う。

�!�	��� $

�
����������� �� �


パラメータアンサンブルによる予測は一般に点推定に

よるものよりも汎化性能が高くなることが知られて

いる。

事後分布 ����� はベイズの定理から以下で定義さ

れる。

�����  $
��� �����

��� 
��

ここで右辺分子の ��� はパラメータの値に関する事

前知識を反映する事前分布である。また右辺分母は、

事後分布が確率分布になるための条件
�
����� �� $ 


を満たすことを保証する正規化係数であり、

���  $

�
��� ������� ��

によって定義される。

�� � ベイズ推定とモデル構造

ガウス混合分布におけるクラスタ数など、そ

れによって確率分布関数のパラメータ数や関数

空間が変化するような変数をモデル構造変数

と呼び、モデルパラメータと区別する。ここ

までに現れた確率分布のそれぞれについて、

�������� ��� ����� ������ �������� ��� ��の

ようにモデル構造� を明示的に書くと、モデル構造

の事後分布 ��� �� も、ベイズの定理を用いて次のよ

うに求めることができる。

��� ��  � ��� ����� ��

��� �� $

�
��� ����������� �#

モデル構造の確からしさについて特に事前知識が無け

れば、全候補が等確率をとるようにするのが自然であ

り、���は定数となる。するとモデル構造の確から

しさは式 �#で決まる。この量はモデル周辺尤度もし

くはエビデンスと呼ばれる。

パラメータ次元数が多く複雑なモデル構造であれば

あるほど確率分布形状の表現能力が高い。表現能力が

高いモデル構造はパラメータの値次第でデータセット

に沿うことができるが、そのせいでノイズに引きずら

れて現実とは合わないモデルを選択しやすくなる。最

尤推定のように、尤度 ��� ����を �と� の両方に

ついて最大化させようとすると、際限無く複雑なモデ

ルが選択されてしまう。これはニューラルネットにお

�
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ける過学習と同様で、汎化性能の低下を招く。ベイズ

推定を用いると、例えばモデル構造の事後確率最大化

��%&推定を周辺尤度 ��� ��最大化基準に基いて

行うことで、この困難を解消できる。

以下では簡潔性のために特に必要な場合を除き、モ

デル構造を明示しない。

�� � 変分法的近似

変分法的ベイズ推定 	��～	��では、モデル周辺尤度

�#における積分を直接実行する代りに変分法を用い

てこれを求める。特に隠れ変数 � を持つ確率モデル

����� $
�
���������に対して有効である。観測デー

タ � に対応する隠れ変数を 	 $ ������ $ 
� � � � � ��

とすると、隠れ変数 	 とパラメータ � の同時事後確

率分布は次式で与えられる。

��	� ���  $

 ���	�����

��� 
�!

これを用いて対数周辺尤度に対する以下の関係式が導

ける。

�� ���  $

�
�	����	� � �� ��� 

$

�
�	����	� � ��

����	�����

��	� ��� 

$

�
�	����	� �

�
��
����	�����

��	� �

' ��
��	� �

��	� ��� 

�
$ � 	��� � ' () 	� �� ��	� ��� �

� � 	��� � ��

ここで試験事後分布 ��	� � は事後分布を近似

するために導入されたものであり、確率分布条件�
�	����	� � $ 
 を満たす任意の確率分布であ

る。() 	� �� ��は (*��+�,-.)��+����()距離と呼ば

れる非負値の擬距離関数である。任意の試験事後分布

��	� � について上の不等式が成り立ち、��	� ��� 

と ��	� �が確率分布として一致するときに限り等号

が成立する。� 	��� �は �変分法的自由エネルギーと

呼ばれ、次式で定義される。

� 	��� � $

�
�	����	� � ��

����	�����

��	� �
��

()距離は非負値であるから、自由エネルギーを試験

事後分布に関して最大化すると、試験事後分布は真の

事後分布に等しくなり、同時に自由エネルギーは対数

周辺尤度 �� ��� に一致する。

変分法的近似では、試験事後分布に対して確率変数

間に因子化仮定 �因子化近似を導入する。因子化仮定

��	� � $ �� �	����

により、計算困難な周辺化積分が

���	������
�	�
$

�
�	����	� ���	��

$

�
�	�� �	��	

�
��������

$���	�� �����

のように分離されてそれぞれ計算可能な項の積になる。

これにより自由エネルギーは

� 	��� � $ ��� ����	������ ' ��� �����

� ����� �	�� � ��������� ��

のように書ける。

�� � 自由エネルギーの最大化アルゴリズム

��式の自由エネルギーを ��	� �に関して最大化

するために、�� �	に関する最大化と ����に関す

る最大化を交互に繰り返す逐次的アルゴリズムを用

いる。

���	 に関する最大化は、���� を固定しつつ、
Æ�

Æ�� )�* $ /より、

�����	 $ ��� ����	������ ' ,����� �
/

のように得られる。また ���� に関する最大化は、

���	を固定しつつ、 Æ�
Æ��)�*

$ /より、

������ $ ��� ����	������ ' �� ��� ' ,�����

�



のように得られる。ここで ,����0は変数に関わらない定

数であり、確率分布条件
�
�	���	 $

�
������ $


により決められる。

�� � 事 前 分 布

以下で考える混合主成分分析は隠れ変数を持つ指数

型分布族

������� $ �1�
�
��� 	 ������2��

�
�
�

の特別な場合になっている 	#�。ここで ���は自然パ

ラメータ、�����は十分統計量、2��は正規化項で

ある。この時、隠れ変数を含めた完全データ尤度は、

�
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以下のように表現される。

����	�� $ �1�
�
��� 	

��
�(�

��������� � �2��
�

�
�

この完全データ尤度をパラメータ �の確率分布として

見た場合、次式で与えられる共役分布の形をしている。

��� $ �1�
�
����� 	 � �2��� �3��� �

�
�
�

ここで、�� �は共役分布のハイパーパラメータ、3��� �

は正規化項である。事前分布として共役分布を用いれ

ば事後分布もまた同様の共役形となり、計算が簡単に

なる。

ハイパーパラメータ �を定数ではなく確率変数とし

て扱うとき、パラメータ �の事前分布 ��������を階

層的事前分布と呼ぶ。この場合、対数周辺尤度を求め

る際にこのハイパーパラメータ �に関しても積分 �周

辺化を行なう。4��� 	��と��,(��	��は多層パーセ

プトロンの枠組みの中で結合重みに階層的事前分布を

与えることで、中間層ニューロン個数を抑圧した。こ

れは %56 ��*�� ���, �������,� 7���� �������と

呼ばれる。������ 	
/�はこれを確率的主成分分析に適

用し、自動的に有効な主成分次元を決定した。

�� 混合主成分分析の確率モデル

�� � 確率的主成分分析

確率的主成分分析 �&&8% 	
�は、隠れ変数を含ん

だ確率モデルを用いて主成分分析を再定式化したもの

である。

�次元観測データベクトル � が、� 次元隠れ変数ベ

クトル �の線形変換とノイズから次式のように生成さ

れるものとする。

� $��' �' � �
#

ここで、�は ��
 �行列、�は �次元ベクトルであ

り、合せて線形変換を定義している。また隠れ変数ベク

トル �は平均 	、分散 
の �次元正規分布� ���	� 
�

に従って生起し、�次元ノイズベクトル �は分散 
��

の等分散正規分布 � ���	� �
��
�に従って乗るもの

とする。またここで 
�� 
� はそれぞれ � 次元、�次元

の単位行列を表す。ここで � ������は確率変数ベ

クトル �に対する平均�、共分散�を持つ多次元正

規分布の確率密度関数である。

以上から、隠れ変数 �と観測ベクトル � の同時確

率分布は以下のように表せる。

������� $ �1�
�
�



�
� ������� ���+ �




�
�����+

'
�

�
�� � �

�' �

�
�� ��

�
$ � �� � ���

��
�

���� ����
��


� �� � ��



�
�� �
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ここで以下の表記を使用した。

�
�	�
$
��+� ��

�	�
$ ���

�' 
�� ��
�	�
$ ���

� ' 
�

また、パラメータは � $ ����� �である。

するとデータ � のもとでパラメータ � について対

数尤度が得られる。

�� ��� �� $
��
�(�

��

�
���������������

$ �
�

�
� ����

��


�
�

�
��� ������� ' �� ���� �
�

ここではデータ � の共分散行列である。���	は対

角和である。式 �
�の対数尤度に基く最尤推定によっ

て得られる行列�は通常の主成分分析における主成

分行列と同じものになり、主方向と直交する分散成分

は、分散 
�� として近似される 	
�。

�� � 混合主成分分析の確率モデル

データ � に対して �個の確率的データ生成モデル

� � ����� $ 
� � � � � �� があるとき、それらの混合

モデルは以下のように与えられる。

������� $
	�
�(�

������� �
�

ここで � $ ��� 	 	 	 � 	は混合比であり、
�	

�(� � $


を満たす。

便宜上データ �がどのモデル�� から生起したかを

示す確率変数 �を導入する。� � ���� 	 	 	 � �	の各成

分 �� は /もしくは 
の値をとり、
�	

�(� �� $ 
を満

たす。�� $ 
はデータ � が確率モデル �� から生起

したことを意味する。すると、�と �の同時確率分布

は次のように書ける。

���� ���� � $
		
�(�

������

�
�� �
�

�
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この特別な場合として、確率的主成分分析の混合モデ

ルにおける完全データ ����� �の同時確率分布は以下

のように定義される。

������ ��� $
		
�(�

���������

�
��

$ �1�	

	�
�(�

����� ��������� ' �� �� ��/

ここで ��������� は式 �
! で与えられる。� $

��� ���� $ 
� � � � � ��、�� $ ������� ��� である。�

個の確率モデルを以下ではユニットと呼ぶ。主成分を

表す隠れ変数ベクトル �は各ユニットごとに独立に定

義されており、� $ ����� $ 
� � � � ���と表現される。

各ユニットごとに主成分ベクトル �� の次元 �� が異っ

ていることが許されるから、生成モデルの構造にはユ

ニット数 �と、各ユニットの主成分次元 �� との二種

類の自由度があり、階層化されていることに注意する。

�� � 混合主成分分析と正規混合分布の関係

確率的主成分分析の確率モデルは � 次元多変量正

規分布 � ������ における共分散行列 � について

���' ���
� という形の制約を入れたものに対応す

る。したがって確率的主成分分析と正規分布とは良く

似た表現能力を持つが、パラメータの自由度が異なる。

多変量正規分布では、共分散行列 �は ���' 
��

次元の自由パラメータを持ち、最も一般的な形をして

いる。この他にも共分散行列として、� $ �+
� のよ

うにスカラー分散 
つだけの自由度を持つもの、�を

対角行列に制限して �個の自由度で表わすものなどが

考えられる。これに対して確率的主成分分析の共分散

行列は、�
 � 主軸行列�とスカラー逆分散 � と併

せて �� ' 
個の自由度を持っている。また因子分析

は �
 � 因子行列と対角分散成分を併せて �
 ��'


個の自由度を持っている。�  �のとき、確率的主成

分分析は、一般共分散とスカラー分散や対角共分散と

の中間に位置することになる。

�������7 	
��は、正規混合分布における共分散行

列表現の様々なもの �球状 �スカラー分散、対角行列、

完全行列と、混合主成分分析、混合因子分析の最尤

推定をさまざまな応用問題において比較し、多くの場

合に混合主成分分析や混合因子分析が有利であること

を示した。

�� 変分法的ベイズ推定による混合主成分
分析

この節では、混合主成分分析の変分法的ベイズ推定

アルゴリズムを導出する。

�� � 事 前 分 布

混合主成分分析のパラメータ� $ ���� ���������� $


� � � � � �� の事前分布として、�0 #節で述べた一般論

に基いて共役分布を与える。また、とくに主軸行列

�� の事前分布のハイパーパラメータ � に関して階

層的事前分布を与える。

混合比 � に関して以下の 6���,����分布を事前分布

とする。

�� ��� $

	�
�(�

���� �� � � ��9���� ' 


' ��9



	�
�(�

��� '�

�
��


ただし、��� はハイパーパラメータ、9はガンマ関数

9�� $
�
�

� ���������

以下では簡潔性のため添字 �を省略して書く。

ユニット中心 �に関して以下の正規分布を事前分布

とする。

�� ����� $�



�
������� ��

+ '
�

�
����������

���

ただし、������ はハイパーパラメータ。主軸行列�

に関しても以下の正規分布を事前分布とする。

�� ������� $�



�
�����

��

'
�

�
�� ���'

��

�
������� ���

ただし � はその対角成分が � であるような �� 
 �

対角行列。

等方逆分散 � は以下のガンマ分布を事前分布とする。

�� ��� $ ��� �:�
��
� � ' ��� � � 
 �� �

� �� 9��� � ' �� � ����� �:�
��
�  ���

ただし、�� �� :�� はハイパーパラメータ。

ハイパーパラメータ � の事前分布も以下のガンマ

分布を事前分布とする。

�
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����� $

��
(�

	���� :�
��
� � ' ���� � 
 ���

� ��9���� ' ��� ������ :�
��
� � ��#

ただし、���� :�� は分布 ���のハイパーパラメータ。

�� � アルゴリズム

混 合 主 成 分 分 析 は 隠 れ 変 数 �	�� $

������ ������ $ 
� � � � � � � � $ 
� � � � � � � とパラメー

タ � $ ��������� ���� $ 
� � � � � � �、及びハイパー

パラメータ � $ ����� $ 
� � � � � � �を持つ。これら

の未知量に対する試験事後分布に対して以下のような

因子化仮定を行う。

��	� ����� $ ��	� ������� ��!

この因子化仮定は文献 	!�" 	��で使われた各パラメータ

ごとの因子化仮定 ��� $ ������������ よ

りも弱く、近似精度の向上が期待でき、アルゴリズム

も簡潔になる。この因子化仮定の下で自由エネルギー

は、以下のように書ける。

� 	�� � � $ ��� ����	� �������������

� �����	������ � �������� � ��������

' ��� ��������� ' ��� ����� ���

変分法的ベイズ推定のアルゴリズムは、試験分布の

各因子に関して他を固定しながら、式 ���の自由エ

ネルギーを最大化することによって以下のように得ら

れる。

� 他を固定しつつ、��	��を更新

����	�� $ ��� ����	� ����� ' ,�����

$

��
�(�

��� ���������� ������� ' ,����� ���

より、

��	�� $

�	
�(�

������ �������

�������� ������� $ ��� ���������� �������

' ,����� ���

� 他を固定しつつ、���を更新

����� $��� ����	� ������� ' ��� �������

' ,����� ��/

� 他を固定しつつ、���を更新

����� $��� ������� ' �� ��� ' ,����� ��


� 以上を収束するまで繰り返す

また、各 ,�����は確率分布条件により定まる。具体的

なアルゴリズムは付録 
0を参照されたい。

�� � 事前分布のハイパーパラメータ

各パラメータの値に関する事前知識 �先験的偏見

が存在しないことを表現するためには、無情報事前分

布を与えるのが理想的である。しかしパラメータ空間

が無限大の体積を持つ連続パラメータに対する無情報

事前分布は、積分が発散するため正規化できないとい

う問題点がある。一方で、�0 #節で述べたように指数

型分布族に対する変分法的ベイズ推定の定式化におい

ては共役形の事前分布を与えることで計算が簡単にな

る。事前分布のハイパーパラメータを適切に設定する

ことによって、共役事前分布は近似的に無情報事前分

布と見倣すことができる。上に示した �� ��� の事前

分布に含まれるハイパーパラメータ ��� ���� �� � は事

前分布に含まれる情報の多さ �実効的なデータ数を

表現している。そこでこれらを小さな値に調整するこ

とで、事前分布の影響力を弱めることができる。

�� � 自由エネルギー計算

自由エネルギーの値は、対数尤度項とモデル複雑度

項により � $
��

�(� ������� のように表せる。モ

デル複雑度項 � は以下で定義される。

� $�������� � ��� ���������

' �������� � ��� �����

これはパラメータ事後分布のエントロピー項 �あるい

は事前と事後の ()距離である。この項はモデルが

複雑な程大きくなるので、複雑なモデルに対するペ

ナルティー項として働く。対数尤度が寄与する分は

��	��を更新した直後には以下のように表せる。

�������	� ��������� � �����	������

$

��
�(�

�
�������� �����

�
��� �������� �����

� ������ �����
�

$

��
�(�

�
�������� �����

�
��

	�
�(�

������
�

$
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�(�
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�(�
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これを、対数尤度項と呼び、データと試験事後分布の

合致度を表す。ただし ������ の定義は付録 
0を参

照のこと。

�� モデル選択とユニット操作

ベイズ的モデル推定において、�%&推定によるモ

デル選択とは周辺尤度 ��� �� を最大にするような

モデル構造� を求めることである。混合主成分分析

において、モデル構造を決定するのはユニット �クラ

スタの個数�及び、各ユニット �に関する主成分の

次元 �� である。このうち、各ユニットの主成分次元

�� は主軸行列�に階層型事前分布を適用することに

よって、ほぼ自動的に求めることもできる。一方で、

ユニットの個数を適切に決定するのには工夫が必要で

ある。

直接選択法

ユニットの個数�について事前にいくつか用意して、

それぞれに対して試験事後分布を収束させる試行を行

い、自由エネルギーの収束値を比較する。自由エネル

ギーを最大にする�の値を最適値として決定する。

しかしこれには計算量的な無駄が多く、またオンラ

イン的状況に対応できない。そこで変分法的ベイズ推

定アルゴリズムの途中でユニット操作を行うことでモ

デル選択の効率化を図る。

ユニット操作

クラスタリングの確率モデル構造を扱うユニット操作

としては、これまでに、削除、挿入、分離、結合など

が提案されている 	#�" 	!�" 	��。本研究では特に高次元

データに対して有効な以下の削除と挿入操作を用いる。

（
） 各ユニットが担当するデータの個数 ��	���

が 
を下回るユニットを削除する。��	���の定義は付

録 
0参照。

（�） 既存のユニットがうまく説明できていない

データ、すなわち �����の値が小さいデータを一定

個数抽出して、部分データを用意する。次に部分デー

タを �.�個のユニット数で混合主成分分析にかける。

またこの部分データを取り去った残りのデータによっ

て、既存ユニットを訓練する。その後で新規ユニット

を既存ユニットに追加する。

ユニット操作はそれを行った後にパラメータを収束さ

せ、自由エネルギー値の改善が見られたときにのみ受

理されるものとした。

���
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図 � � 次元データの学習結果。��� 使用した � 次元デー

タの � 次元プロファイルと、学習結果のクラスタプ
ロット。��� ユニット数ごとの自由エネルギーの収
束値。

�� 実 験

�� � 人工データを用いた実験

まず混合主成分分析の能力を示すための簡単な実験

を示す。図 
��中の点は実験に用いた人工データ点

である。�次元空間内の �//個のデータ点は、�つの

クラスタから成り、各クラスタは図の右下の模式図に

示すように、それぞれ球状、円板状、葉巻状の分布を

成している。これに混合主成分分析を適用した。混合

数を 
から #までのそれぞれに対して 
///エポック

の繰り返し計算による自由エネルギーの収束値を調べ

た結果を図 
�+に示す。直接選択法により、 混合数

�が最大事後確率を与える混合数となる。図 
��に、

求められた �つのクラスタと各クラスタの有効次元を

示す。アルファベットの横の数字は各クラスタの有効

次元、太線は各クラスタの主軸を表す。有効次元を /

と推定することは、特定の一方向を主方向として取り

出せなかったことを意味し、球状 �等方等分散で分布

するデータに対して、正しい結果である。

�� � 手書き数字画像認識の実験

混合主成分分析を手書き数字画像の認識に応用した。

実験に使用したデータは、%�; �社�4<=� デー

�
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タベースの手書き数字画像（注�）である。学習データは

��
 ��ピクセル �#!階調グレースケールの数字画像

が >/?から >�?までの各数字について約 !///個、合計

で !////個用意され、試験データは同様のものが合計


////個用意されている。各データはそれがどの数字

を表すものであるかを示すラベルがつけられている。

実験では各数字画像を 
�
 
�ピクセルの 
�! 次元

ベクトルデータにサンプリングしなおしたものについ

て、!////個の学習データで学習後、
////個の試験

データで性能を調べた。

学習において、>/?から >�?までの各数字画像それぞ

れに対して、混合主成分分析モデル��� �� $ /� � � � � � 

を求めた。またこの際、削除と挿入のユニット操作を

用いた。最大主成分次元 � は � $ 
� #� 
/の三種類を

用意して比較した。さらに � $ #� 
/のものについて

は %56の階層型事前分布を使うもの、使わないもの

とを比較した。

���

���

�� ����� �� �����

�� ����� �� �� �����

�� ����� �� �����

図 � 数字画像に対する混合主成分分析結果の例

混合主成分分析による特徴抽出の例を図 �に示す。

数字 >�?を学習したモデル中の �つのユニットを ���

に示す。各ユニットを、�
 �の領域に分けて表示し

（注�）：�������������	�
����
��������
����������	��

ており、各小領域の意味を図 ��+ の凡例で説明して

いる。すなわち、第 �ユニット中心 �� ベクトル及び、

そこから第 � 主成分ベクトル ��� 分のずれを加えた

ものを、主成分次元 �まで表示している。

学習によって得られた確率モデルを用いて、各試験

データ ��	�� がどの数字画像であるかを認識するには、

各モデルに基づく尤度 ����	�����を計算してやり、こ

れを最大にする � $ ��� �1� ����	�����を認識結果

として出力すれば良い。
////点の試験データに対し

て混合主成分分析による認識結果と正解とを比べて誤

答率を求め、性能評価値とした。�4<=� データベー

スで評価を行った、他の文字認識アルゴリズムと本ア

ルゴリズム（注�）とを比較したのが表 
である。本手法

����&8% において、%56 とあるのが %56を用

いたもので、ないのは用いていないものである。比較

的パラメータ数の多い階層型ニューラルネット �44

や、5�@ などよりも良い結果が得られていることが

分かる。

�	
�� ���� ����� ���

������ � � � ����� ����

������ � � � ����� ����

������ � � � �  ����� ��!�

������ � � �� ����� ��!!

������ � � �� �  ����� ����

"#$��� %"���#&�� ��'"�(�� ))� ����

*�#�+#�� "#$��� %"���#&�� ,��

-'$������'$�#./����0 	1%"#2��$ ���

�� ��� � 31�2���#% %"���#&�� ���

����  �4 � "#$��� %"���#&�� ���

-'))0 
�$.�$� #���$%�0 ����� ���

5�� 2�. � *�"($�6#�" ���

 �21%�2 5�� 5�� 2�. � *�"($�6#�" ���

�#��1�" 5�� 2�. ! *�"( 72#�����#�$�8 ��9

�'"�(�� ))0 ���� /#22�$ 1$#�� ���

�'"�(�� ))0 ������� /#22�$ 1$#�� ��!�

������2 :�)��'�0 72#�����#�$�8 ��,

表 � �);5
 数字認識課題の性能比較

� � � � � � � � � 	 
 6��$

� �� �� �� �� �� �� �� �9 �� �! ���!

� �� �� �� �� �! �! �� �� �� �� ����

� �  �� �� �� �9 �� �! �� �� �� �� ����

�� �� �� �� �� �� �� �9 �� �� �� ����

�� �  �� �� �� �� �� �� �9 �� �� �� ���!

表 � 各数字データの分布を表現するユニット数

また学習結果として得られたユニット数を表 �に示

す。ここに示されたユニット数は、逐次的なユニット

（注+）：�������������	�
����
��������
����������	��に基く

�
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挿入・削除操作と、パラメータ収束後の、自由エネル

ギー最大基準から決定されたものである。パラメータ

収束値が大域的最適値である保証は無いため、決定さ

れたユニット数もまた大域的最適である保証は無い。

しかし同じデータに関して、�が小さいモデルのユニッ

ト数が、� が大きいモデルのユニット数よりも大きく

なっていることは自然な結果である。ベイズ推定にお

いては、データの持つ情報量とモデルの複雑度がバ

ランスすることが要求される。� が大きいユニットは

� が小さいユニットに比べてモデル複雑度が高く、ユ

ニット数を増やすことに対するペナルティも高くなる

ために、ユニット数が少くなると考えられる。

�� ま と め

混合主成分分析の変分法的ベイズ推定アルゴリズム

を、不必要な因子化仮定を置かずに導出した。これを

高次元の実問題である手書き数字認識課題に応用した

ところ高いパフォーマンスを示した。

因子化仮定の置きかたによるパフォーマンスの違い

を示すことや、オンライン計算への適用は今後の課題

である。
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付 録

�� 変分法的ベイズ推定による混合主成分分析の試

験分布更新則

�� � 隠れ変数試験事後分布の更新

��� 式より、あるデータ � $ ��� に対応する隠

れ変数 ��� � の試験分布 ���� ��� は次式で与えら

れる。
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これはこの時点でのパラメータアンサンブル平均 �次
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ここで �� は以下で与えられる。
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ただし、
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この試験事後分布を用いて隠れ変数のアンサンブル平

均は、
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のようになり、これを用いて十分統計量の期待値は
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のように計算できる。後の便利のため、拡張ベクトル

��
� $ 	�� 
�を定義する。これを用いると十分統計量

が以下のように表せる。
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またパラメータに関しても、ユニット中心と主軸行列
を拡張主軸行列	� $ 	� ��として併せて扱う。こ
れに対する事前分布は以下のような正規分布で書ける。
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ただし、�� はその対角成分が �� $ 	� ����である

ような対角行列であり、	 �� $ 		 ���は �
 ��' 


行列である。

�� � パラメータ試験事後分布の更新

自由エネルギーの ��� に関する最大化条件から、

��/式が得られる�
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この右辺を計算すると ���が以下の共役形で書ける

ことがわかる。
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ここで試験事後分布のハイパーパラメータとして、新

たに
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を導入した。これらのハイパーパラメータは以下のよ

うに求まる。
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ここで!は!�� $ �
��
��9��で定義される 7���  �

関数である。以下では簡潔性のために添字 � を省略

する。
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�� �� � パラメータアンサンブル平均

以上に基き、各パラメータに関するアンサンブル平

均は以下のように求められる。
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�� � ハイパーパラメータの試験事後分布更新

自由エネルギーの ��� に関する最大化条件 ��


式から次式が得られる。

����� $ ��� ������� ' �� ��� ' ,�����

$�



�
������

���'
�

�
�� ���

'

��
(�

	�����
��
� � ' ���� � 
 ��� � ' ,�����

$

��
(�

	��� :�
��
 � ' ��� � 
 ���

� ��9��� ' �� ����� :�
��
 � �%	
�

ここで試験事後分布のハイパーパラメータ ��� :� は次

のように更新される。
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また�のアンサンブル平均は以下のように与えられる。
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（平成 � 年 �� 月 �� 日受付）
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